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Resumen: se describe el proceso de prediccion de toxicidad de los liquidos idnicos, en particular con respecto
alalinea celular enratas IPC-81. Se estudiaron 355 estructuras moleculares de liquidos ionicos, cuya geometria
tridimensional esta codificada mediante cadenas de simbolos en lenguaje Simplified Molecular Input Line Entry
System (SMILES). La alimentacion de los datos de entrada a los diferentes modelos de aprendizaje maquina
requiere que lainformacion geométrica y de contactos atomicos cercanos de cada liquido ionico sea mapeada
o trasformada a notacion vectorial numérica (x;), utilizando los siguientes descriptores moleculares: funciones
de simetria centradas en cada atomo Atom-Centered Symmetry Functions (ACSF), y huellas digitales de
conectividad extendida Extended Connectivity Fingerprints (ECFP). Se usaron tres algoritmos de aprendizaje
maquina: Extreme Gradient Boosting (XGBoost), Support Vector Regression (SVR) y Kernel Ridge Regression
(KRR) para construir el modelo matematico de regresion predictivo que relacione los valores de entrada x; con
el valor de respuesta, representado por el logaritmo de la concentracion media efectiva (y; = logECs,) en la
evaluacion de toxicidad, usando como métrica del grado de ajuste, el coeficiente de determinacion (r2). Los
resultados indican que la combinacion ECFP, con una distancia radial de 6 vecinos atbmicos, en conjunto con
el algoritmo KRR, proporciona el mejor ajuste promedio con r2 = 0.8602+0.032, y con respecto al descriptor
molecular ACSF, el mejor ajuste promedio se obtuvo con el algoritmo XGBoost con r? =0.8029+0.055.
Palabras clave: liquidos ionicos; algoritmos de aprendizaje maquina; toxicidad; estructuras moleculares

Abstract: this work describes the process of toxicity prediction of ionic liquids, specifically toxicity with respect
to the IPC-81 rat cell line. We studied 355 molecular structures of ionic liquids, whose three-dimensional
geometry is encoded by means of symbol strings such as Simplified Molecular Input Line Entry System
(SMILES) language. The feeding of the input data to the different machine learning models requires that the
geometrical and near atomic neighbor information of each ionic liquid be mapped or transformed to numerical
vector notation (x;) using the following two molecular descriptors. Atom-Centered Symmetry Functions
(ACSF), and Extended Connectivity Fingerprints (ECFP). Three machine learning algorithms: Extreme Gradient
Boosting (XGBoost), Support Vector Regression (SVR) and Kernel Ridge Regression (KRR) were used to build
the predictive mathematical regression model relating the input values x; to the response value represented by
the logarithm of the mean effective concentration (y; = log ECs,) in the toxicity assessment, using the
coefficient of determination (r?) as a metric of the degree of fitness. The results obtained indicated that the ECFP
combination with a radial distance of 6 atomic neighbors in conjunction with the KRR algorithm provides the
best average fit with 72 = 0.8602+0.032, and with respect to the ACSF molecular descriptor the best average fit
was obtained with the XGBoost algorithm with 72 =0.8029+0.055.

Keywords: ionic liquids; machine learning algorithms; toxicity, molecular structures
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Prediccion de la toxicidad de liquidos ionicos utilizando los descriptores moleculares ECFP y ACSF en conjunto con algoritmos de
aprendizaje maquina

1. Introduccion

Los liquidos ionicos (ILs) se forman mediante la combinacion de aniones y cationes, y se encuentran en fase
liquida a temperaturas inferiores a 100°C. Hay muchos aniones y cationes que pueden combinarse para formar
compuestos con diversas propiedades, asi como diferentes aplicaciones en la industria. Los ILs pueden
utilizarse como lubricantes, resinas, insecticidas ecologicos, catalizadores, etc. (Chipofya et al, 2022; Welton,
2018; Zhouy Qu, 2017).

El estado del arte muestra como varias herramientas de aprendizaje maquina han sido utilizadas con
eéxito para determinar propiedades fisicoquimicas de ILs liquidos ionicos. En una investigacion reciente, Acary
Su equipo (2022) calcularon la temperatura de fusion de 1253 ILs a partir una relacion cuantitativa estructura-
actividad (QSPR) empleando inicialmente 5272 descriptores moleculares. Los descriptores utilizados en esta
investigacion estan relacionados con la estructura geomeétrica, grado de ramificaciones, peso molecular,
tamano, cargas etc. Se eliminaron los descriptores de alta y baja correlacion quedando unicamente 137
descriptores que fueron usados para alimentar una red neuronal consistente en una capa de entrada, cinco
capas intermedias y una capa de salida. Las dimensiones de la red fueron 137 neuronas en la capa de entrada,
512 neuronas en las primeras tres capas intermedias, 256 neuronas en la cuarta capa, 64 neuronas en la quinta
capay una sola neurona en la capa de salida que corresponde al valor de la temperatura de fusion. Los datos
se dividieron en 80% como conjunto de entrenamiento y 20% para prueba y validacion. El ajuste con los datos
del conjunto de prueba proporciond un coeficiente de determinacion de 72 =0.90. Ademas,
subsecuentemente al utilizar el algoritmo de permutacion importante de caracteristicas ELI5, se obtuvieron los
diez descriptores mas significativos para el modelo a base de red neuronal.

Otra aplicacion cientifica relacionada con el aprendizaje maquina es el diseno de solventes a base de
ILs. Por ejemplo, Hutchinson y Kobayashi (2019) calcularon la energia libre de solvatacion de 643 moléculas
organicas neutras, con un rango de polaridad de 0 a 7.14 debyes, empleando los descriptores moleculares
Function Class Fingerprints (FCFP) y Extended Connectivity Fingerprints4 (ECFP) para obtener los valores de
entrada para el algoritmo de aprendizaje maquina. El algoritmo XGBoost se utilizo en la regresion, se dividio el
conjunto de datos alimentados en 80% para entrenamiento, 10% para prueba y 10% para validacion. Como
resultado del ajuste se obtuvieron los siguientes valores r? =0.78 para validacion, y r? = 0.81 de prueba para
FCFP, en contraste con r? = 0.74 para validacion, y 2 = 0.78 de prueba con ECFP.

Los ILs también han sido empleados con éxito como solventes para la remocion de sustancias toxicas
como el sulfuro de hidrogeno (H2S). Abdi et al. (2022) desarrollaron un modelo de prediccion inteligente de
absorcion de H2S en 792 ILs, aplicando los siguientes seis algoritmos de aprendizaje maquina: sistema
adaptivo de inferencia neuro-difusa, maquina de vectores de soporte de minimos cuadrados, funcion de base
radial, cascada, perceptron multicapa y red neuronal de regresion generalizada. Las variables de entrada al
modelo fueron: temperatura, presion, factor acéntrico, presion critica, temperatura critica y el valor de salida fue
la solubilidad del sulfuro de hidrogeno; los resultados indican que la mejor prediccion de la solubilidad se
obtuvo con el modelo maquina de vectores soporte de minimos cuadrados (LS-SVM), a través de un
coeficiente de determinacion de r? = 0.990.

Bouarab et al. (2021), a través de un articulo de revision de literatura, presentaron diferentes tipos de
modelos que se utilizan para la prediccion de la viscosidad en liquidos ionicos, como ecuaciones
termodinamicas, reglas de mezclado y métodos de aprendizaje maquina. Para la prediccion de la viscosidad
por medio de redes neuronales utilizaron relaciones cuantitativas estructura-actividad o la relacion cuantitativa
estructura-propiedad (QSAR/QSPR), empleando diferentes tipos de descriptores como constitucionales,
geomeétricos, topologicos y derivados de la mecanica cuantica como el momento dipolary la energia del ultimo
orbital ocupado. Estos modelos de aprendizaje maqguina solo son capaces de predecir la viscosidad de liquidos
ionicos de la misma familia, y la capacidad de prediccion depende de la calidad de los datos suministrados a la
red neuronal.

En su tesis de maestria, Sakloth et al. (2018) investigo la capacidad de modelos basados en redes
neuronales artificiales (ANN) para predecir de forma simultanea las siguientes propiedades: densidad,
viscosidad y capacidad calorifica. Los valores de entrada a la red utilizados incluyen la temperatura, la presion
y los descriptores geométricos de conectividad, basados en propiedades moleculares, cargas, area superficial,
volumen etc. La base de datos utilizada incluyo 23 000 estructuras moleculares obtenidas del repositorio
ILThermo (lonic Liquids Database - ILThermo, n.d.). La arquitectura de la ANN evaluadas contiene 2, 3, 4y 5
capas interconectadas con 16, 32, 64, 128, 256 y 512 neuronas por capa, con funciones de activacion RelL.U
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«Rectified Linear Unit». Los datos de entrada se dividieron en 756% entrenamiento y un 25% para prueba. Los
resultados obtenidos muestran coeficientes de determinacion r2 en el rango de 0.87 a 0.97.

Por otro lado, Petkovic et al. (2011) realizaron un analisis sobre las aplicaciones de los ILs respecto de
la toxicidad y su impacto ambiental. La participacion de Ranke et al. (2004) destaco al ser los primeros en
proponer el uso de lineas celulares de rata, concretamente de leucemia IPC-81 para evaluar la citotoxicidad en
los siguientes liquidos idnicos [Cxmim][BF4](n=4,6,8), los cuales presentaron mayor toxicidad que las cadenas
alquilicas de mayor tamano.

Un trabajo importante sobre la toxicidad en ILs es el trabajo desarrollado por Yan et al. (2012) que
implementaron un modelo de prediccion QSAR en la linea celular de una rata leucémica (log ECs, IPC — 81),
con 173 estructuras moleculares de ILs. El modelo emplea varios indices topologicos (IT) que incluyen
caracteristicas atomicas como radio, electronegatividad y posicion del a&tomo, y la interrelacion estructural del
aniony del cation, como resultado se obtiene un coeficiente de ajuste 2 =0.938 y un error absoluto promedio
de 0.226.

Sosnowska et al. (2017) desarrollaron modelos locales y globales de regresion multiple QSAR, basado
en la linea celular de una rata leucemica (log ECs, IPC — 81), en el que utilizaron 304 estructuras moleculares
de ILs. Los modelos locales se aplican solo a un tipo especifico de compuestos, por ejemplo, liquidos ionicos
deltipo imidazolio, mientras que los globales se aplican a todos los compuestos. Los descriptores moleculares
utilizados son invariantes holisticas, que se apoyan en los anillos topologicos, constitucionales y basados en el
numero de grupos funcionales presentes. Los liquidos ionicos estudiados correspondieron a seis grupos
funcionales: amonio, imidazolio, morfolinio, piperidonio, piridonio y pirrolidonio. Los resultados muestran una
r2 de alrededor de 0.7 a 0.8 para el modelo global, con excepcion de los liquidos ionicos del tipo morfolinio que
presentan una r? de alrededor de 0.50.

Wu et al. (2020) implementaron un modelo de prediccion log EC50 IPC-81, en el que emplearon 304
estructuras moleculares de ILs, basado en una relacion cuantitativa estructura-toxicidad (QSTR) por medio de
33 descriptores. Algunos de estos incluyen el tamano de la cadena de carbono en el cation, el numero de
atomos de oxigeno en el cation, el numero de sustituyentes en el cation. Los resultados de la regresion multiple
muestran un coeficiente de r? = 0.90 para el conjunto de prueba.

En este trabajo de investigacion se desarrollaron modelos de aprendizaje maguina de regresion
predictivos como el de Refuerzo de gradientes extremo (XGBoost), Regresion ridge de kernel (KRR) y Soporte
de vectores de regresion (SVR) para la determinacion de la toxicidad en la linea celular de la rata leucémica
(log ECs, IPC — 81) en 355 ILs. Los descriptores utilizados se basan en las Funciones de simetria centrada en
el atomo (ACSF), y Huella dactilar de conectividad extendida (ECFP) para transformar o mapear la informacion
geomeétrica tridimensional en vectores numericos.

2. Métodos, técnicas e instrumentos

La metodologia utilizada en este trabajo para el modelo de regresion de prediccion de la toxicidad de ILs, que
utiliza descriptores moleculares, en conjuncion con modelos de aprendizaje maguina comprende las
siguientes cinco etapas, como se muestran en la figura 1.

Conjunto de datos Huella dactilar de Refuerzo de Miquina de

experimentales de toxicidad gradiente extremo  vectores de soporte Visualizacion grafica

conectividad extendida

Fuente Preprocesamiento Algoritmo de Modelo de Validacién
Datos de datos caracterizacion aprendizaje maquina resultados

Funcion de simetria

Regresion ridge kernel Coeficiente de determinacion
centrada en el dtomo

Figura 1. Metodologia utilizada para la prediccion de toxicidad celular de liquidos ionicos.
Figure 1. Methodology used for the cell toxicity prediction of ionic liquids.

La primera etapa, en la de obtencion de datos, incluye la busqueda de valores de toxicidad en las bases de
datos de la comunidad cientifica, de las cuales se obtuvieron valores experimentales del logaritmo de la
concentracion media maxima efectiva de toxicidad (logE Cs,) para 355 liquidos ionicos en células de la rata del
tipo IPC81 (Sosnowska et al, 2017; Wang et al, 2020; Wu et al, 2020). En esta base de datos, se encuentran
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liquidos ionicos que contienen cationes del tipo amonio, pirrolidinio, piridonio e imidazolio, y aniones como
sulfatos, tetraborofluorato, metanosulfanato, benzoato, Bis(trifluorometilsulfonil)imida, acetato, bromuro,
cloruro, ioduro, dicianamida, nitrato, hexanoato, tetracianidoboranuida, tiocianato, hexafluorofosfato,
cianoboratos, tetracarbonilcobalato, nitrato, trifluoroacetato, etc.

La segunda etapa de preprocesamiento consiste en convertir las cadenas de texto del formato SMILES
(Zheng et al, 2019) a coordenadas xyz para cada uno de los 355 liquidos ionicos utilizando el software Open
babel (O'Boyle et al, 2011).

La tercera, la de caracterizacion, comprende la codificacion de la informacion contenida en la
geometria e identidad atomica a un arreglo numérico o vector, es decir, el calculo de las variables x; para la
ecuacion Y = f(x), en donde las y; son el valor de respuesta, en nuestro caso, el valor la toxicidad (log ECsg)
para cada liquido ionico, mediante el uso de descriptores moleculares locales invariantes a la rotacion,
translacion y permutacion atomica. En este trabajo, se utilizan dos tipos de descriptores moleculares: el ECFPy
el ACSF para el célculo de las variables x;. Antes de alimentar los valores de x;, y; al modelo de regresion, es
necesario llevar a cabo la normalizacion de los datos, asi como la eliminacion de los valores atipicos 0 extremos.

La cuarta etapa engloba el entrenamiento de los algoritmos de aprendizaje maquina XGBoost, SVM y
KRR para la obtencion de los coeficientes del modelo de regresion no-lineal, la cual involucra la optimizacion
de los hiperparametros, por ejemplo, el parametro de regularizacion para evitar el sobreajuste, tipo de kernel,
etc.

La quinta etapa abarca la evaluacion del modelo de regresion de aprendizaje maquina, se usa el
conjunto de prueba para determinar el grado de prediccion a través de datos distintos a los utilizados en el
conjunto de entrenamiento.

A continuacion, se describe a detalle los descriptores moleculares ACSF y ECFP empleados en esta
investigacion.

El objetivo de los descriptores moleculares es convertir la informacion geomeétrica y atdbmica (numero
atomico, masa, carga atbmica, numero de atomos vecinos, tipos de enlace entre los atomos) en expresiones
matematicas que puedan suministrarse a algoritmos de aprendizaje maqguina como se muestra en la figura 2
(Dongetal, 2015).

» [0.1,1.0.... 0,1.]

Figura 2. Representacion matematica de la geometria molecular de un liquido ionico a través de un mapeo
utilizando descriptores moleculares.

Figure 2. Mathematical representation of the molecular geometry of an ionic liquid through a molecular
descriptors mapping.

El ACSF es un descriptor cuya finalidad es transformar las coordenadas atomicas cartesianas en funciones de
simetria en un entorno local basado en un radio de corte para cada atomo (Behler, 2011; Behler, 2015;
Gastegger et al, 2018; Scaomath, 2019), la funcién de corte (f;) utiliza la siguiente expresion matematica:

0.5 [cos (7‘[%) +1], R;j <R,
0, Ry > R.

f(Ry) = (1)

En donde R;; es la distancia entre los atomos i y j, si esta distancia es mayor que el radio de corte R, su valor
esigual a cero. Las funciones de simetria mas utilizadas son del tipo radial y angular, las funciones de simetria
radiales se construyen como sumas de términos de dos cuerpos, las angulares involucran sumas de términos
detres cuerpos. En este trabajo de investigacion se utilizaron tres funciones de simetria para describir el entorno
delatomo: i: G}, G2, G (Behler, 2011; Behler, 2015; Gastegger et al, 2018; Scaomath, 2019).
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La funcion de simetria G} describe el entorno alrededor del atomo i mediante la suma de funciones de
corte respecto a los atomos vecinos jalrededor de una esfera en un radio de corte, y su interpretacion fisica se
relaciona con el numero de coordinacion alrededor de un atomo central (Behler, 2011; Behler, 2015; Gastegger
etal, 2018; Scaomath, 2019).

Gl = Z?’:iomfc(Rij) (2)
La funcion de simetria GZ consiste en la suma de gaussianas multiplicadas por la funcion de corte.
G2 =3¢ " LRy (@)

El ancho de las funciones gaussianas se encuentra definido por el parametro n y el centro de las gaussianas
puede desplazarse a cierta distancia radial mediante el parametro R,. Al utilizar valores pequenosdeny Ry = 0,
la funcion G# se convierte en G}, la interpretacion fisica de G? se relaciona con el numero de interacciones
entre pares atémicos (Behler, 2011; Behler, 2015; Gastegger et al, 2018; Scaomath, 2019).

La funcion G} comprende la parte angular, en donde 6, es el angulo con respecto al dtomo central i
delimitado por las distancias interatomicas R;; Y Ryy.

_ 2 L p2 2
Gl =215 TU (1 + Acos; ) e "(’*u“*lk“*}k)ﬁ(Ri,-)ﬁ(Rik)ﬁ(R,-k) (4)

La parte angular es simétrica con respecto a 6;; = 180°. El parametro A puede valer entre +1 y —1,
desplazando el maximo hacia valores de 6,5 = 0y 6,;, = 180°, respectivamente. El ancho de la funcion
angular se define mediante el parametro {. Ademas, las funciones de distribucion angular se pueden calcular a
ciertas distancias del atomo central empleando diversos valores de R, y 7, en la parte radial. La interpretacion
fisicade lafuncion G¢, se relaciona con el numero de angulos existentes entre los atomos triples en la molécula
(Behler, 2011; Behler, 2015; Gastegger et al,, 2018; Scaomath, 2019).

Los valores numéricos de ACSF, para cada una de las coordenadas cartesianas de los 355 ILs
estudiados, se obtuvieron empelando la libreria computacional Dscribe (Himanen et al, 2020). La siguiente
tabla muestra el conjunto de parametros y sus respectivos valores utilizados en el célculo de este descriptor
molecular.

Tabla 1. Parametros utilizados para el calculo del descriptor ACSF.
Table 1. Parameters employed for the ACSF calculation.

Parametro Datos
Especies atbmicas ‘H, ‘B 'C' 'N,'O"'F, 'Al,'Si', 'P, 'S, 'Cl’, ‘Co’, 'As’, 'Br’, 'Sb’, I
Radio de corte R 12 angstrom
G? (1. R;) [6,11,[2,11, 10,5, 1], 15, 3], [2, 3], [0.5, 3]
Conjunto 1 C1 G{* ¢ 1) [0.5, 2 1], 10.5, 6, 1], [0.5, 16, 1], [0.05, 2, 1], [0.05, 6, -1], [0.05,
16, 1],
[0.5, 2,-1], [0.5, 6,-1], [0.5, 16, 1], [0.05, 2, -1], [0.05, 6, -1], [0.05,
16, 1]
G} (1, Ry) [0.032, 0], [0.3, 0], [0.7, O]
Conjunto2C2 | G} (n, ¢, 1) [0.032,1,1],[0.3,1,-1], [0.7, 1, 1],
[0.032, 1,-1],10.3,1,-1],[0.7, 1, -1]

Para cada uno de los 355 liquidos ionicos, se obtuvieron 1744 funciones de simetria (G}, GZ G,
correspondiendo a los valores de x; en el modelo de regresion, en conjunto con su respectivo valor de toxicidad
yi = logECs,.

El descriptor molecular ECFP, denominado huellas de conectividad extendida, codifica de forma
circular las caracteristicas moleculares responsables de cierta funcionalidad fisica, quimica o biologica. Por
ejemplo, puede ser usado para el grado de inhibicion de enzimas para el desarrollo de nuevos farmacos, el
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punto de ebullicion, toxicidad celular, coeficientes de particion, etc. (Apodaca, 2019; Kumar, 2021; Rogers y
Hahn, 2010).

Este descriptor realiza la codificacion de las moléculas de la siguiente forma. Inicialmente, en la primera
iteracion para cada atomo, se le asigna un identificador numérico, resultado de aplicar un algoritmo de
criptografia del tipo hash a un arreglo unidimensional de valores que comprenden el numero de 4tomos
vecinos distintos al atomo de hidrogeno, el numero atomico, la masa atomica, la carga atémica, el numero de
atomos de hidrogeno enlazados, ademas, indica si el atomo forma parte de un anillo (Apodaca, 2019; Kumar,
2021; Rogers y Hahn, 2010). Subsecuentemente, en la segunda iteracion, se crea un nuevo arreglo para cada
atomo de la molécula, que incluye el identificador de la primera iteracion para cada atomo y, adicionalmente,
se agregan los identificadores de sus atomos vecinos inmediatos enlazados y se incluye un valor numeérico del
uno al cuatro para indicar si es enlace sencillo, doble, triple o aromatico. A este nuevo arreglo se le aplica
tambien el algoritmo hash para crear un nuevo identificador para cada atomo.

En la tercera iteracion, se incluyen los identificadores de los atomos vecinos inmediatos enlazados, y
se adicionan los identificadores de los vecinos enlazados a los 4tomos vecinos previos, creando un arreglo
numerico concatenado con un mayor numero de términos al cual se le aplica de nuevo el algoritmo hash para
crear un nuevo identificador para cada atomo en la molécula. La siguiente etapa consiste en la remocion de los
identificadores repetidos y la recoleccion de todos los identificadores atomicos de todas las iteraciones. Este
arreglo final se convierte mediante una nueva codificacion matematica en un arreglo binario (bits) cerosy unos,
dando como resultado una longitud de 2048 elementos (Apodaca, 2019; Kumar, 2021; Rogers y Hahn, 2010).

A los descriptores ECFP se le adiciona un numero que indica el didametro del fragmento de mayor
tamano y equivale al doble de las iteraciones efectuadas, por ejemplo, si el fragmento de mayor tamano tiene
un radio de 4 enlaces, el descriptor molecular se denominara ECFP4 (Apodaca, 2019; Kumar, 2021; Rogers y
Hahn, 2010).

El descriptor ECFP se implementd en este trabajo utilizando la libreria computacional DeepChem
(Bharath Ramsundar et al, 2019), con diferentes longitudes radiales (r=2, 4, 6 enlaces) para cada uno de los 355
liguidos ionicos, de los cuales se obtuvieron vectores de longitud de 2048 bits para cada sustancia.

En este trabajo de investigacion se utilizaron tres algoritmos supervisados de aprendizaje maguina en
la determinacion de modelos de regresion predictivos para calcular la toxicidad de cada uno de los 355 liquidos
ionicos como se muestra en la figura 3. Para cada uno los tres algoritmos de aprendizaje maquina, el conjunto
de datos se dividid de forma aleatoria en 80% para entrenamiento y el 20% de prueba, para los cuales se
aplicaron subrutinas computacionales en lenguaje Python, dentro del paquete computacional Scikit-learn
(Pedregosa F., 2011).

ECFP r=2 ECFP r=4 ECFP r=6 ACSF

4 - - - 1k

e

i ™, / '\ r
| XGBoost | [osvm [ KRR

Figura 3. Descriptores moleculares y algoritmos de aprendizaje maquina empleados en la prediccion de
toxicidad de liquidos ionicos.
Figure 3. Molecular descriptors and machine learning algorithms used in the toxicity prediction of ionic liquids.

El algoritmo XGBoost, denominado Refuerzo de gradiente extremo (Extreme Gradient Boosting), es un
algoritmo de aprendizaje maquina que se basa en la combinacion de un conjunto 0 ensamble de modelos «f»
multiplicados por sus respectivos pesos w, como se muestra en la ecuacion 5, en donde cada modelo involucra
arboles de decision. Los modelos se anaden de uno en uno en forma secuencial con la finalidad de mejorar los
errores de prediccion, una especie de refuerzo o boosting, en donde se busca una nueva funcion en cada
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iteracion que maximice el producto interno con el gradiente negativo de la funcion de perdida evaluada en la
iteracion previa f = F,,_; (Brownlee J, 2021; Chen'y Guestrin, 2016).

Fn (%) = wifi () + wafo(X) + - + Wy frn (%) (6)

El algoritmo XGBoost se encuentra disponible a través de un paquete computacional de acceso libre (Chen'y
Guestrin, 2016), y los hiperparametros empleados se muestran en la siguiente tabla:

Tabla 2. Hiperparametros empleados en el algoritmo de aprendizaje maquina XGBoost.
Table 2. Hyperparameters used within the XGBoost machine learning algorithm.

Hiperparametro Valor
n_estimators 500
Max_depth 7

Eta 0.1
Subsample 0.7
Colsample_bytree 0.8

El hiperparametro n_estimators representa el numero de arboles que se utilizan en el modelo matematico,
max_depth representa la profundidad maxima de cada arbol; en tanto, Eta, la velocidad de cambio utilizada por
el algoritmo de optimizacion para la actualizacion de los pesos aplicados a las variables x;; subsample controla
la fraccion de observaciones empleadas por cada arbol de decision; colsample_bytree controla el numero de
variables x; empleadas por cada arbol, ademas de los parametros adicionales de regularizacion, como lambda
con sus valores predeterminados (Brownlee, 2021; Chen y Guestrin, 2016; Jiang, 2021).

El algoritmo de los vectores de soporte para la regresion Support vector regression (SVR) se encuentra
incluido dentro del paquete computacional Scikit-learn (Pedregosa, 2011). Dicho algoritmo de aprendizaje
maquina supervisado se basa en determinar una curva de mejor ajuste «hiperplano», que contenga el numero
maximo de puntos, utilizando una funcion de mapeo no-lineal (kernel) a las variables de entrada, de tal forma
que, se maximice la distancia (margen) entre el hiperplano y los datos mas cercanos, minimizando también el
error de prediccion entre los valores de salida experimentales y los de respuesta obtenidos mediante el
algoritmo SVR (Bruntony Kutz, 2019; Jiang, 2021; Pedregosa, 2011).

Tabla 3. Hiperparametros empleados en el algoritmo de aprendizaje maquina SVR.
Table 3. Hyperparameters employed within the SVR machine learning algorithm.

Hiperparametr Valor
o)
Kernel Radial Basis Function (RBF)
C [0.00001, 0.0001, 0.001, 0.01, 0.1, 1, 10, 100, 1000, 10000]
Gamma [0.01, 0.1, 1, 10, 100]

Los hiperpardmetros para el algoritmo SVR se muestran en la tabla 3, en donde kernel especifica el tipo de
funcion matematica el algoritmo de aprendizaje para el mapeo de las variables de entrada. En nuestro caso es
deltipo Funciones de base radial (RBF) o gaussianas. Gamma es el parametro relacionado con el ancho de las
gaussianas en el kernely C es el valor inverso del parametro de regularizacion para mantener los coeficientes
de ajuste en un rango predeterminado en la optimizacion (Pedregosa, 2011).

El algoritmo de aprendizaje maquina del tipo Regresion ridge del kernel consiste en la aplicacion de
gaussianas a los valores x; para crear funciones matematicas suaves ponderadas por medio de pesos wj,
lograndose un ajuste preciso entre los datos experimentales y el modelo o funcién matematica £~ (x), una
especie de regresion no-lineal (Pedregosa, 2011; Zhu, 2022; Rupp, 2015; Langer et al, 2022).

fUEx) = T wik(x, %) (6)
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En donde las w; son los pesos y k es el kermnel «gaussianas» k(x,x") = exp(—y(x — x")?), el hiperparametro
gamma se relaciona con el ancho de las gaussianas. Como ejemplo, en la figura 4, se ajusta una funcion real
(curva con lineas roja) mediante la suma de gaussianas o kernels (curvas grises) centradas en cada punto de
color rojo (x;, y;), mediante la ecuacion 6, para construir la fML (x) representada por la curva de color negro; en
este ajuste, se utilizo el siguiente conjunto de valores para w;: [0.58, 0.65,0.70, 0.30, 0.15] y el valor de gamma
enelkernel, y = 12.5 (Langer et al, 2022; Langer, 2023).

fix)

0.8 -

0.4 =

0.2 -

0] — —

OIO DIZ Ollt . DIG Olﬂ 1 ID
X
Figura 4. Aproximacion de una funcion original o real (curva de color rojo) al utilizar el algoritmo KRR (curva de
color negro); Fuente: (Langer F.,2023).
Figure 4. Function approximation (original curve shown in red color) using the KRR algorithm, obtained curve
shown in black color; Source. (Langer F.,2023).

El proceso de implementacion de este algoritmo se realizo por medio de la libreria computacional Scikit-Learn
(Pedregosa F., 2011). Los parametros utilizados para el algoritmo se muestran en la tabla 4.

Tabla 4. Hiperparametros empleados en el algoritmo de aprendizaje maquina KRR.
Table 4. Hyperparameters employed within the KRR machine learning algorithm.

Hiperparametro Valor

Alpha [1.0, 1.5,0.095,0.01,0.015,0.0011]
Gamma [0.001,0.01, 1,10, 1001

Kernel Radial Basis Function (RBF)

Kernel representa la funcion matematica utilizada para el mapeo de las variables de entrada, mientras que alpha
el parametro de regularizacion para mantener los valores de w; en un rango predeterminado, y gamma es el
parametro asociado al kernel del tipo RBF (Pedregosa, 2011; Zhu, 2022; Rupp, 2015; Haga clic o pulse aqui
para escribir texto.Langer et al, 2022; Langer, 2023).

Al comenzar la etapa de entrenamiento de los modelos de aprendizaje maquina, se determinan los
valores de los hiperparametros que proporcionen el menor error y la menor desviacion estandar, mediante el
algoritmo computacional GridsearchCV, contenido en el paquete Scikit-Learn (Pedregosa F., 2011) v,
subsecuentemente, se emplean los hiperparametros dentro del modelo de regresion en el conjunto de prueba.
El algoritmo GridSearchCV prueba todas las posibles combinaciones de los valores de los hiperparametros
mediante una cuadricula multidimensional y calcula el error para cada modelo de aprendizaje maquina, en
conjunto con el método de validacion cruzada para obtener los valores Optimos.
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La validacion cruzada de K iteraciones k = 5 consiste en dividir los datos de entramiento (x;, y;) enk
subconjuntos de datos. En la primera iteracion, se utilizan (k — 1) subconjuntos para entrenamiento y un
subconjunto de datos como prueba para determinar las métricas relacionadas con el error de prediccion. Las
iteraciones subsecuentes separan un subconjunto diferente al de la iteracion previa como subconjunto de
prueba para calcular el error. El error obtenido representa el promedio de las k iteraciones, y el conjunto de
hiperparametros con menor error se utilizan para el modelo final de aprendizaje maquina para evaluar su
capacidad predictiva empleando un conjunto de datos frescos o nuevos (Pedregosa, 2011; Brunton y Kutz,
2019; Jiang, 2021).

3. Resultados y discusion

En la tabla 5, se presenta el calculo del coeficiente de determinacion (r?) para cada modelo de regresion para
el que se emplean los dos descriptores moleculares (ACSF y ECFP), en conjunto con los tres diferentes
algoritmos de aprendizaje maquina (XGBOOST, SVR y KRR). Para la determinacion de valores estadisticos
(mediay desviacion estandar), los calculos de regresion se repitieron 20 veces, en donde el conjunto de datos
se dividio para cada calculo de forma aleatoria en los subconjuntos de entrenamiento (80%) y de prueba (20%).

Tabla 5. Resultados obtenidos para cada descriptor molecular en conjunto con el algoritmo de aprendizaje
maquina en el conjunto de prueba.

Table 5. Results obtained for each molecular descriptor in conjunction with machine learning algorithm using
the test set.

Desviacion
Descriptor Modelo de Valor promedio del estandar del
molecular aprendizaje coeficiente de coeficiente de
maquina determinacion determinacion
ECFP2 XGBoost 0.7250 0.0570
ECFP2 SVR 0.6967 0.0410
ECFP2 KRR 0.8309 0.0344
ECFP4 XGBoost 0.7814 0.0674
ECFP4 SVR 0.7092 0.0551
ECFP4 KRR 0.8392 0.0374
ECFP6 XGBoost 0.8211 0.0411
ECFP6 SVR 0.6896 0.0765
ECFP6 KRR 0.8602 0.0320
ACSF_C1 XGBoost 0.8029 0.0559
ACSF_C1 SVR 0.7148 0.0629
ACSF_C1 KRR 0.7696 0.0518
ACSF_C2 XGBoost 0.7851 0.0562
ACSF_C2 SVR 0.6948 0.0584
ACSF_C2 KRR 0.7180 0.0594

Se puede apreciar que el mejor desempeno en el proceso de prediccion se obtuvo con el caracterizador ECFP6
y el algoritmo de aprendizaje maquina KRR, los cuales presentaron una desviacion estandar ¢ = 0.0320 y un
valor promedio de r? = 0.8602. La figura 5 muestra la grafica de dispersion para los valores de prediccion de la
toxicidad contra los valores experimentales en el conjunto de prueba.
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Figura 5. Comparacion entre el valor calculado de la toxicidad (normalizada) vs. el valor experimental
(normalizado) para el descriptor molecular ECFPr6 al emplear el algoritmo KRR, la curva y=x se utiliza como guia
para visualizar el nivel de error.
Figure 5. Comparison between the calculated toxicity value (normalized) vs. the experimental value
(normalized) for the molecular descriptor ECFPré using the KRR algorithm, the y=x curve is used as a guide to
visualize the error level.

En contraste, para el descriptor molecular ECFP6, en conjunto con el algoritmo SVR, se obtuvo un peor ajuste
en el nivel de prediccion, el valor del coeficiente de determinacion en promedio fue de r? = 0.6896, con una
desviacion estandar o = 0.0765. La figura 6 muestra la grafica de dispersion para los valores de prediccion de
la toxicidad contra los valores experimentales en el conjunto de prueba para este resultado.
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Figura 6. Comparacion entre el valor calculado de la toxicidad (normalizada) vs. el valor experimental
(normalizado) para el descriptor molecular ECFP6 al emplear el algoritmo SVR, la curva y=x se utiliza como guia
para visualizar el nivel de error.

Figure 6. Comparison between the calculated toxicity value (normalized) vs. the experimental value
(normalized) for the molecular descriptor ECFP6 using the SVR algorithm, the y=x curve is used as a guide to
visualize the error level.

Respecto al descriptor molecular ACSF, se utilizaron dos conjuntos de valores de parametros denominados C1
y C2 para el célculo de las funciones G?, G;. El mejor modelo de regresion se obtuvo utilizando el algoritmo
XGBoost, en conjunto con los parametros C1, 1o que da como resultado una desviacion estandar de ¢ =
0.0559, y un valor promedio de r? = 0.8029. La figura 7 muestra la grafica de dispersion para los valores de

prediccion de la toxicidad contra los valores experimentales en el conjunto de prueba.
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Figura 7. Comparacion entre el valor calculado de la toxicidad (normalizada) vs. el valor experimental
(normalizado) para el descriptor molecular ACSF al emplear el algoritmo XGBOOST, la curva y=x se utiliza como
guia para visualizar el nivel de error.

Figure 7. Comparison between the calculated toxicity value (normalized) vs. the experimental value
(normalized) for the molecular descriptor ACSF using the XGBOOST algorithm, the y=x curve is used as a guide
to visualize the error level.

Es importante observar que para el descriptor molecular ACSF, el conjunto €1 permite una mayor resolucion
angular ¢ entre tres 4tomos, lo cual aporta una mayor flexibilidad en comparacion con el conjunto €2, en donde
se utiliza un valor fijo de ¢ = 1, lo que da como resultado un mejor ajuste en el modelo de regresion. Ademas, la
resolucion radial n para el conjunto €1 que involucra dos 4tomos se encuentra mas restringida en comparacion
con los valores del conjunto C2.

Respecto al descriptor molecular ECFP, el efecto de la distancia radial para la seleccion de los
fragmentos atomicos indica que para los algoritmos KRR y XGBOOST, a mayor valor de la distancia radial
(ECFP6), mejor es el ajuste en el modelo de regresion.

4. Conclusiones

En este trabajo, se utilizaron dos descriptores moleculares diferentes, el primero denominado ACSF, se basa en
funciones de simetria radiales y angulares, y el segundo descriptor molecular ECFP que codifica de forma
circular las siguientes caracteristicas moleculares: numero de atomos vecinos distintos al atomo de hidrogeno,
numero atomico, masa atomica, carga atomica, numero de atomos de hidrogeno enlazados y aromaticidad.
Estos descriptores, en conjunto con tres diferentes algoritmos de regresion de aprendizaje maquina
(XGBOOST, SVR, KRR), se utilizaron para desarrollar modelos matematicos que permitan determinar la toxicidad
celular (log ECs, IPC — 81) de liquidos ionicos compuestos de diferentes cationes y aniones.

Los resultados obtenidos muestran que los modelos matematicos con un mejor ajuste de regresion,
valor mas cercano a uno del coeficiente de determinacion se presentaron para el descriptor molecular ECFP6-
KRR, con un valor promedio de r? = 0.8602 y una desviacion estandar ¢ = 0.0320, mientras que el descriptor
molecular ACSF-XGBOOST proporciono un valor promedio de r? = 0.8029, con una desviacion estandar de
o = 0.0559.

Como futura linea de investigacion es importante disenar nuevos descriptores moleculares que
proporcionen un menor error de prediccion en las propiedades fisicoquimicas de solventes. Sin embargo, estos
modelos de aprendizaje maquina, en conjunto con los descriptores ECFP y ACSF, constituyen una alternativa
robusta de bajo costo para evaluar de forma rapida la toxicidad celular de nuevos liquidos ionicos para
aplicaciones como solventes en las diferentes actividades industriales.

5. Informacion adicional
No hay informacion adicional.
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